Matemaatiline statistika ja modelleerimine, DK.0007

Praktikum 7
R —logistiline regressioon

1.

a) Salvestage arvutisse Eesti puude andmestik R-i failina:
http://ph.emu.ee/~ktanel/DK_0007/puud.rda

o) Avage R ja kaivitage lisamoodul Rcmdr.
a) Votke R-is kasutusele salvestatud puude andmestik

—R Commanderis kasud Data -> Load data set ...
—v0i skripti aknas késk 1oad, naiteks
load ("C:/Documents and Settings/Tanel/DK 0007/puud.rda")
a) Puude andmestikus vastab (ks rida tihele puule (st, et uurimisobjektiks on puu), veergudes on vastavalt:
veerus nimega A’ puu vanused aastates;
veerus "D’ puu diameetersentimeetrites;
veerus "H’ puu korgus meetrites;

veerus ’ARENGUKL’ puu arenguklass vagrtustega A — lage, N —noorendikud, L — latimets (nooren-
dikust jargmine), K — keskealised, V —valmiv, Y —kips, S —selguseta, — puuduv vaartus;

veerus "PE’ puu liikk (HB — haab, KS — kask, KU — kuusk, LV —hall lepp, ...);
veerus ’KK T’ kasvukohatiiiip (AN — angervaksa, JM — mustika, ...)";

1.1. Puu raiekilpsuse prognoosimine vanuse abil (logistiline regressioon)

Legend. Algajat kasumiahnet metsameest huvitab, millal tema mets valmis saab. Paraku ei suuda
ta kuidagi mdista eksperte ja nende hinnanguid metsa kipsusele. Tema tahab lihtsat, ignorandist
linnamehele maistetavat otsustuseeskirja. Siinkohal tuleb appi logistiline regressioon.

a) Esmalt tuleb andmestikku tekitada uus 0-1-tlilipi tunnus, mis naitab,
kas mets on raiekips (uue tunnuse vaartus 1, kui ARENGUKL="Y*)
vOi mitte (uue tunnuse véartus 0, kui ARENGUKL#“Y®).

Selleks tuleb skripti-aknasse sisestada kdsk (’mature’ saab olema uue loodava veeru/tunnuse nimi)
puudSmature = 1* (puudSARENGUKL=="Y")

Alternatiivina voib uue tunnuse tekitada ka R Commanderi menttde abil:
Data -> Manage variables in active dataset -> Compute new variable...
Lahtrisse ’Expression to compute’ trikkige (v0i kopeerige-kleepige) kask
1* (ARENGUKL=="Y")

! Kasvukohatiiiip (ka metsakasvukohatiiiip) on mullastikult ja taimestikult iihtlane metsaala. Nimetus tuleb
enamesineva taime jargi (nditeks kasvab naadi kasvukohas vaga palju naate, janesekapsa kasvukohatiilibis
janesekapsaid jne) — http://et.wikipedia.org/wiki/Kasvukohatip.

Téapsemalt vt nditeks http://www.hot.ee/sinumets3/sinumets03-08.pdf.
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a) Edasiste késkude lihtsama esituse huvides voiks puude andmestiku mééarata vaikimisi

andmestikuks ka skripti-akna tarvis:
attach (puud)

a) Plliame nlid prognoosida puu raiekupsuse tdendosust vanuse abil.

Logistilise regressiooni teostamiseks nd kéasurealt (mdistlikuma tulemuse saamiseks jatame vélja
uksikud puud, kelle vanusena on kirjas 0):

tree logitl = glm(mature

summary (tree logitl)

Statistics -> Fit models ->
Generalized linear model

~ A, family=binomial (), data=puud)

Sama mudeli saab tellida ka R Commanderi meniiiidest (uut tunnust *mature’ sisaldava
andmestiku R Commanderis kasutamiseks v@ib osutuda vajalikuks selle andmestiku
uuesti R Commanderi vaikimisi andmestikuks mééaramine).

74 Generalized Linear Model
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Vanusele vastav positiivne regressioonikordaja néitab, et puude vanuse kasvades suureneb ka

nende raieklpsuse tdendosus. Kusjuures eksponent regressioonikordajast,

exp(0,053) = 1,054,

hindab Sansside suhet OR (0dds ratio; néitab raiekiipsuse $ansi suurenemist puu vanuse

suurenemisel (ihe aasta vorra).

R-i poolt hinnatud logistiline prognoosivérrand avaldub hinnatud parameetrite kaudu kujul
P(mature=1 | A) = exp(-5,558 + 0,053xA) / (1 + exp(-5,558 + 0,053%xA))
(prognoositakse tbendosust puu raiekiipsuseks teada oleva vanuse korral).

Tanel Kaart

http://ph.emu.ee/~ktanel/DK_0007/




Matemaatiline statistika ja modelleerimine, DK.0007

Tulemused graafiliselt (laseme R-1 prognoosida raiekupsuse tdendosust vanuste 0-200 korral):

x = seqg(0,200)

y = predict(tree logitl, data.frame (A=x), type="response")

plot (x, y, type="1", xlab="Vanus (aastates)", ylab="Raieklipsuse tdendosus")

points (A, mature)

Viimane rida eelnevas programmis lisab joonisele punktidena tegelikud (empiirilised) vaartused.

Raiekipsuse tdendosus

0 50 100 150 200

Vanus (aastates)

Veel vdimalusi illustreerimaks logistilise regressioonanalliusi tulemusi:
1)
hist (A[mature==1
hist (A[mature==0

par (mfrow=c (2,

)

], xlim=c (0,200))
], xlim=c (0,200))
)

par (mfrow=c(1l,1)

Markus.

Metsa raiekiipsuse saavutamise aeg on ilmselt Glehinnatud (80%-lise raieklpsuse saavutamiseks
kulub prognoosi kohaselt ligikaudu 125 aastat) — pGhjuseks see, et raiekiipsuse saavutanud mets
koheselt ka raiutakse, mistottu nende andmed (raiekiipsus teatud vanuses) andmebaasis ei kajastu.
Alles jaavad vaid metsad, mis mingil péhjusel pole vaatamata suurele vanusele raiekiipseks
saanud ja ehk ka Uksikud kaitsealused metsad.
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1.2.

Kuna linnamees soovib oma metsa raiekupsust tdpsemalt prognoosida, Uritab ta teha oma

logistilise regressiooni mudelit keerukamaks:

tree logit2 = glm(mature~A+I (A"2)+I (A"3)+I(A"4)+I(A"5),family=binomial (),data=puud)

summary (tree logit2)
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Raieklpsuse prognoos graafiliselt:

x = seq(0,200)
y = predict (tree logit2, data.frame (A=x),
plot (x, vy, type="1", xlab="Vanus
o
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Tanel Kaart http://ph.emu.ee/~ktanel/DK_0007/ 4



Matemaatiline statistika ja modelleerimine, DK.0007

1.3.

Siiani analtiusisime koiki puuliike koos, samas on loomulik eeldada, et eri liigid saavutavad
raiekiipsuse erineval ajal. Seega voiks piitida hinnata erinevat mudelit iga puuliigi tarvis ...

tree logit3 = glm(mature~A*factor (PE), family=binomial (), data=puud)

Analidsi tulemusena saadud hoiatus tdhendab, et osade puuliikide tarvis ei olnud véimalik
tellitud regressiooniv@rrandit hinnata. Andmestikus suurel hulgal esindatud puuliikidega ei
tohiks aga probleeme olla.

Joonistame hinnatud mudeli abil graafikud kahe puuliigi — kuuse ja kase jaoks:

x = seqg(0,200)

yKU = predict (tree logit3, data.frame (A=x, PE="KU"), type="response")
yKS = predict (tree logit3, data.frame (A=x, PE="KS"), type="response")
plot (x, yKU, type="1", xlab="Vanus (aastates)", ylab="Raiekiipsuse tdenaosus")
lines (x, yKS, col="red")

legend (130, 0.8, c("Kuusk", "Kask"), col=c("black","red"), 1lty=1)
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Tulemus on Usna ootuspérane — kased saavutavad raiekiipsuse varem kui kuused. Seejuures on
kaskede raieklipsus vanusega pisut tdpsemalt madaratav (logistilise kBvera tbus on jarsem).
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| 1.4,

Logistilist regressiooni vOib kasutada ka vaatlusandmete lahterdamiseks: kui puu on 75 aastat
vana, siis tdenéoliselt on ta raiekips, kui aga puu vanus on 60 aastat, siis arvatavasti ta veel
raiekips ei ole.

Et mistahes prognoosid on harva téiesti tdpsed, vdib vigu esineda ka taolisel lahterdamisel.
Prognostiliste testide tdpsust kirjeldatakse sageli kahe suurusega — testi tundlikkusega ja
spetsiifilisusega.

Testi tundlikkus (sensitivity) nditab, kui suure tden&osusega tuvastab test toimunud stindmuse
(a’la kui suure toendosusega leitakse haigel indiviidil haigus).

Testi spetsiifilisus (specificity) néitab, kui suure tdendosusega tuvastab test digesti sindmuse
mittetoimumise (a’la terve indiviid prognoositakse terveks).

Néiteks puude raiekupsuse analliusil on loomulik otsustada, et kui mudel prognoosib raiekiipsuse
tdendosuseks tle 0,5, siis loeme puu (metsa) raiekupseks.

Uurimaks sellise testi tundlikkust ja spetsiifilisust, tuleb konstrueerida tabel, mis naitaks, kui
tappi taolise reegli alusel tehtud otsustused lahevad.

Jargnevas programmis defineeritud muutuja kyps sisaldab kdigi andmestikku kuuluvate puude
raieklipsuse prognoose mudelist tree logit3.

Semikoolonit kasutatakse eraldamaks uhte ritta Kirjutatud erinevaid késke.

kyps=predict (tree logit3, type="response")
tabel=table (kyps>0.5, mature); tabel

spetsiifilisus = tabel[l,1]/sum(tabell[,1]) - tabElmaturE

tundlikkus = tabel[2,2]/sum(tabel[,2]) ] 1
e , FALSE 2191z 1002

spetsiifilisus; tundlikkus TEUE 532 3209

> spetsiifilisus; tundlikkus
[1] O0.9762966

Kdigist raieklpsetest puudest prognoositakse raiekiipseks [1] 0.7620518

3209 ja mitteraiekipseks 1002. Jarelikult on puu vanuse ja
liigi alusel Gigesti raiekiipseks mééaratud puude osakaal 3209/(3209+1002) = 0,762 (76,2 %).
Saadud arv kujutab enesest raiekipsuse testi tundlikkust.

Kdigist mitteraiekipsetest puudest prognoosib logistiline mudel digesti mitteraieklpseteks
21912 ja valesti raiekipseteks 532. Seega on raiekupsuse testi spetsiifilisus
21912/(21912+532) = 0,976.

Tanel Kaart http://ph.emu.ee/~ktanel/DK_0007/ 6



Matemaatiline statistika ja modelleerimine, DK.0007

| 15.

Viimati konstrueeritud mudel hindas kull raiekiipsuse ja vanuse vahelise seose kdigile
puuliikidele eraldi, aga prognoosid ning testi tundlikkuse ja spetsiifilisuse saime ikkagi kdigile
puuliikidele korraga. Kuigi ka eelneva analtisi tulemustest on vélja nopitavad tulemused
puuliikide kaupa, on vahel lihtsam teha uus analtis Uksnes mingi alamandmestiku pdhjal.

Hindame jargnevalt vaid kuuskede ja kaskede (eraldi) raiektpsust nende vanuse alusel ning
leiame testide tundlikkuse ja spetsiifilisuse.

Esmalt moodustama puude andmestikust tiksnes teadaoleva vanusega kuuski voi kaski
sisaldavad alamandmestikud ja teostame analliusid nendega.

kuusk = subset (puud, subset = A>0 & PE=="KU")

kask = subset (puud, subset = A>0 & PE=="KS")

kuusk logit = glm(mature~A, family=binomial (), data=kuusk)
kask logit = glm(mature~A, family=binomial (), data=kask)

Tulemusi v6ib soovi korral illustreerida jalle ka pildiga, mis tuleb identne paar lehekiilge tagasi
konstrueerituga.

x = seg(0,200)

yKU = predict (kuusk logit, data.frame (A=x), type="response")

yKS predict (kask logit, data.frame (A=x), type="response")

plot(x, yKU, type="1", xlab="Vanus (aastates)", ylab="Raieklipsuse tdendosus")
lines (x, yKS, col="red")

legend (130, 0.8, c("Kuusk", "Kask"), col=c("black","red"), lty=1l)

Leiame ka testide tundlikkuse ja spetsiifilisuse.

kyps kuusk=predict (kuusk logit, type="response")

tabel kuusk=table (kyps kuusk>0.5, kuuskSmature); tabel kuusk
spets kuusk = tabel kuusk[1l,1]/sum(tabel kuusk[,1])

tund kuusk = tabel kuusk[2,2]/sum(tabel kuusk[,2])

spets kuusk; tund kuusk

kyps kask=predict (kask logit, type="response")

tabel kask=table (kyps kask>0.5, kaskSmature); tabel kask
spets kask = tabel kask[1l,1]/sum(tabel kask[,1])

tund kask = tabel kask[2,2]/sum(tabel kask[,2])
spets_kask; tund kask

= spets_kuusk; tund kuusk ¥ spets_kask: tund kask
[1] O.9560474 [1] O.97536216
[1] O.85386207 [1] O.56073955

Tulemustest voib jareldada, et kui mitteraiekiipsuse prognoosimise tapsus (testi spetsiifilisus) on
kuuski ja kaski eraldi vaadates enam-véhem sama suur, kui kdiki puid koos vaadates — ligikaudu
98%, siis raiekupsuse prognoosimise osas (testi tundlikkus) annab mudel nii kuuskede kui ka
kaskede puhul paremad tulemused kui kdigil puudel kokku — raiektpsetest kaskedest saab vaid
nende vanuse jargi Oigesti tuvastada 86%, raiekiipsetest kuuskedest 84%.
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| 1.6.

Aga, kas hinnatud tdendosus 0,5 on see kdige digem piir klassifitseerimaks puid raieklpseteks ja
mitteraiekiipseteks?

Optimaalseima I6ikepunkti (cutpoint, prognoositud raiekiipsuse tdendosus, millest alates puu ka
tegelikult raiektpseks lugeda) leidmiseks on kasutatavad Il Maailmasdja ajal inglaste poolt
radarisignaalidest omade ja vodraste lennukite eristamise algoritmide testimiseks valja tG6tatud
ROC-koéverad (ROC = Receiver Operating Characteristic).

Kuigi R-s on olemas mitmeid vastavate anallitside jaoks moeldud pakette, ei sisaldu neist thtki
vaikimisi koos R-ga (ja R Commander-iga) installeeritavate pakettide hulgas. Siiski on ROC-
kdverad konstrueeritavad ka ilma vastavate pakettideta, lihtsalt hiipoteeside testimisest ja
optimaalseima I6ikepunkti headust mddtvate karakteristikute hindamisest tuleb loobuda.

Jargnev programm teostab vajalikud arvutused ja joonistab valja ROC-kdverad kuuskede raie-
klpsuse tarvis.

fitkuusk=kuusk logitS$fitted.values

kuusk punkt=seq(min (fitkuusk), 1, by=0.01)

nn=length (kuusk punkt)

tun kuusk=rep (NA,nn); spe kuusk=rep (NA,nn)

for (i in 1l:nn) {
kuusk progn=(fitkuusk>kuusk punkt[i])
kuusk tabel=table (kuusk progn, kuusk$mature)
tun_kuusk[i]=kuusk_tabel[2,2]/sum(kuusk_tabel[,2])
spe_kuusk[i]=kuusk tabel[1l,1]/sum(kuusk tabel[,1]) }

par (mfrow=c(1,2))

plot (1-spe kuusk, tun kuusk, type="b", xlab="1-Spetsiifilisus",
ylab="Tundlikkus", ylim=c(0,1), xlim=c(0,1))

lines(c(0,1), c(0,1))

plot (kuusk punkt, spe kuusk, type="1", xlab="Piirtdenadosus",
ylab="Spetsiifilisus/Tundlikkus", ylim=c(0,1), xlim=c(0,1))
lines (kuusk punkt, tun kuusk, 1lty=2)

text (0.7, 0.93, "Spetsiifilisus")

text (0.75, 0.4, "Tundlikkus")

par (mfrow=c(1l,1))

Tulemuseks on kaks joonist (vt jargmine Ik), millest vasakpoolne illustreerib tundlikkuse ja
spetsiifilisuse vahekorda kdigi vbimalike 18ikepunktide korral (minimaalsest hinnatud
raiekipsuse tdendosusest kuni tiheni sammuga 0,01). Diagonaalil paiknev joon margib olukorda,
mille korral test motet ei oma, reaalsete 16ikepunktide alusel valja joonistatud kvera kaugus
diagonaalist nditab testi headust. Antud juhul paiknevad punktid peaaegu tdisnurgana (peaaegu
maksimaalselt eemal diagonaalist), mis tdéhendab testi vaga head sobivust — kuuskede vanus
vOimaldab suurepéraselt prognoosida kuuskede raiekiipsust.
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Parempoolsel joonisel on vertikaalteljel tundlikkus ja spetsiifilisus ning horisontaalteljel
vOimalikud raiekupsuse téendosused. Punkt, kus tundlikkuse ja spetsiifilisuse graafikud l8ikuvad,
margib optimaalseimat testi tulemust (logistilise regressiooniga hinnatud tden&osust, millest
alates lugeda puu raiekiipseks). Ligikaudu on vastav téendosus 0,2.
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Kontrollime, kas piirtdendosus 0,2 annab paremad tundlikkuse ja spetsiifilisuse vaartused, kui
eelnevalt kasutatud vaartus 0,5.

kyps kuusk=predict (kuusk logit, type="response")
tabel kuusk=table (kyps kuusk>0.2,
tabel_kuusk[l,l]/sum(tabel_kuusk[,l])
= tabel kuusk[2,2]/sum(tabel kuusk[,2])

spets kuusk =
tund kuusk

spets kuusk; tund kuusk

kuuskSmature) ;

tabel kuusk

] 1

FALSE 5z2:zz 31
TRUE

225 854

* tabel kuusk=table (kyps kuusk:0.Z, kuuskimature] ; tabel kuusk

Tdepoolest, spetsiifilisuse vaartus kull 2,8% vdrra langes,
seevastu tundlikkus suurenes peaaegu 12% (0,839-It 0,957-ni).
Seega oleks madistlik lugeda kuusk raiekiipseks juba siis, kui logistilise regressiooni vorrandist
vanuse alusel leitud prognoos raiekipsuse tdendosusele on >0,2.

» zpets_kuusk; tund kuusk
[1] D0.9556925
[1] D0.9572414

PS. Kui te tahate teada, milline see kuuskede raiekipsuse tdendosusele hinnatud logistilise
regressiooni vorrand ikka on, siis tuleb rakendada kasku summa ry kuuskedele sobitatud

mudelile:

summary (kuusk logit)

Coefficients:
Estimate

[Intercept) -—-19.604508

L, 0.22066

Ztd. Error =z walue Pri>|=z|)
o.e77ia
0.01005

—-ZZ.40
21.96

<Ze—-1g **¥
<Ze—-1g **¥
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Seega
P(kuusk vanuses A on raiekiips) = exp(-19,645 + 0,221xA) / (1 + exp(-19,645 + 0,221xA))

. . N y - 0,221 _
ja kuuse vanuse suurenemisel 1 aasta vorra suureneb Sanss osutuda raiekiipseks e =1,25

korda.

|17,

Milline on aga vanus, millal kuusk on 90%-lise tdendosusega raiekiips?

Arvutamiseks vdime viimati kirja pandud logistilise regressiooni vorrandist avaldada vanuse A
raiekiipsuse tdendosuse p kaudu:

R-s:

A = [In(p/(1-p)) - (-19,645)] / 0,221, p = P(kuusk on raiekips) = 0,9.

> prakh=0.9
> [log(prok/ (l-prob))-(-19.642503))/0.22066
[1] 95.95624

Tegelikult oskab R funktsiooni g1m rakendamise jarel vastavat tbendosust ka ise arvutada.

Selleks on olemas késk dose . p.

Késu esimses pooles olev sdna ,,dose* viitab tUlesandele, milleks antud funktsioon valja to6tati

—so leida etteantud tGen&osusega surmavalt mojuv doos (néiteks LD90 — 90% lethal dose).

Késu suntaks pustitatud kiisimusele vastamiseks on kujul

dose.p (kuusk logit, cf = c(1,2), p = 0.9)

Esimene argument on mudel, mille alusel soovitud vadrtust hinnata. Teine argument c £ (tleb

R-le, mitmendal kohal on mudeli parameetrite hulgas vabaliige ja mitmendal kohal vanuse

mdjule vastav kordaja (kui mudelis on rohkem argumente, ei vastavad suurused enam paikneda
kohtadel 1 ja 2). Kolmas argument p nditab, millisele tdendosusele vastavat argumendi vaartust
soovitakse hinnata.

Soovi korral vdib korraga hinnata ka mitmele erinevale raiekipsuse tdenaosusele vastavad

vanused:

dose.p (kuusk logit, cf = c(1,2), p = c(0.5, 0.6, 0.7, O.

> doge.pikuusk logit, cof = c(l,2), p = c(0.5, 0.6, 0.7, 0.8, 0.9]]
Dose 3E

p = 0.5: §9.02755 0.3862613

p = 0.6: 90.56504 0,4150930

p = 0.7: 92.86733 0.4619735

p = 0.58: 95.30996 0,5345745

p = 0.9: 95.95493 0.6645602

8,

0.

9))

Lisaks etteantud raieklpsuse tdendosustele vastavatele hinnangulistele vanustele valjastab R ka
hinnangute tapsust nditavad standardvead.

Tanel Kaart
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Lopetuseks vdiks uurida, kuivord erinevad logistilise mudeli alusel prognoositud kuuskede
raiekipsuse tdendosused probit-mudeli abil leituist?

Probit-mudeli rakendamiseks v8ib uuesti sisestada (v6i valida R Commander’i meniiust) vastava
vOrrandi ja madrata seosefunktsiooniks (link function) probit:

kuusk probit <- glm(mature ~ A, family=binomial (probit), data=kuusk)
74 Generalized Linear Model E]

Enker name For model: |kuusk_probit

Yariables {double-click to Farmula)
& )
AREMGLEL [Factor] '
]
H

.v:
Model Formula: E]E]
&

mature o

Aga R-s on olemas v@imalus ka juba
olemasoleva mudeli muutmiseks.
Funktsiooniks on update, mille esimene

Subset expression
<all walid cases =

argument on muudetav mUdeI, mille Jare| Farmily (dauble-click ta select)  Link function
.. ~- qaussian | logit
tuleb klrja_ panna kdik m_uug_etavad _ bl = e
argumendid. Uue mudeli vdib soovi korral poisson | oglag
salvestada uue nimega. SR L
[ Ok l [ Zancel ] [ Help ]

Seega vOib mudeli nimega *kuusk_probit’

tekitada ka kasuga
kuusk probit <- update (kuusk logit, family=binomial (probit))

Mudelite vdrdlemiseks vdib teha joonise:

x = seq(0,200)
pred logit = predict (kuusk logit, data.frame (A=x), type="response")

pred probit = predict (kuusk probit, data.frame (A=x), type="response")

plot (x, pred logit, type="1", xlab="Vanus (aastates)",
ylab="Kuuskede raieklipsuse tdenadosus")

lines (x, pred probit, col="red")

legend (130, 0.8, c("Logit-mudel", "Probit-mudel"),
col=c("black","red"), 1lty=1)

17,3 o
g ]
o
H)
c [ce)
8 S
- — Logit-mudel
] é’- a — Probit-mudel
3
2 <
.g S
(]
° -
R
[%]
3 o
) X o T T T T T
Ega vahet tegelikult peaaegu 0 50 100 150 200

polegi ...

Vanus (aastates)
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Aga kas hinnangulised vanused 90%-lise (vm %-lise) raiekiipsuse saavutamiseks on erinevad?

Matprop logit = dose.p(kuusk logit,cf=c(1,2),p=c(0.5,0.6,0.7,0.8,0
Matprop probit = dose.p (kuusk probit,cf=c(1,2),p=c(0.5,0.6,0.7,0.8
cbind (Matprop logit,Matprop probit)

-9))
0.9))

’

Ega eriti ei ole:

> chindiMatprop logit,Matprop proklit)

Matprop logit Matprop probit
p = 0.5 89.02755 80.23885
p = 0.6 Q0. 86504 01.47535
p = 0.7 Q2 .86733 Q3 .86816
p = 0.8 QL. 30996 Q6. 66852
p = 0.9 a3.93493 100, 55213

See, miks monel erialal eelistatakse binaarsete tunnuste modelleerimisel kasutada logistilisi
mudeleid ja monel erialal probit-mudeleid, on enamasti kinni traditsioonides.
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