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Mitmemõõtmeline skaleerimine

(multidimentional scaling, MDS)

Klasteranalüüs

(cluster analysis)
Tanel Kaart

Mitmemõõtmelise statistika koolitus

Jaanuar 2016, Tartu

Mitmemõõtmeline skaleerimine
(multidimentional scaling, MDS)

Mitmedimensionaalse skaleerimise eesmärgiks on objektide 

erinevuste või sarnasuste teisendamine distantsiks 

mitmemõõtmelises ruumis ja saadu esitamine kaardina 

objektide omavahelisest paiknemisest.

Kasutusala: kus iganes (geneetikas, ökoloogias, 

majandusteaduses, sotsioloogias, …)
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Mitmedimensionaalne skaleerimine

Eesti linnadevahelised 

kaugused

Mitmedimensionaalne skaleerimine

Egiptuse vaaraode 18. dünastia sugupuu algus
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Klasteranalüüs
(cluster analysis)

Klasteranalüüsi eesmärgiks on kas tunnuste või uuritavate 

objektide rühmitamine. Kaks peamist algoritmi:

• hierarhiline klasterdamine;

• k-keskmiste klasterdamine.
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• Loodusuurija sõitis Asustamata Saarele ja avastas seal suure hulga seni 

teadusele tundmatuid putukaid.

• Ta mõõtis oma lühikese saarelviibimise jooksul tervel hunnikul 

seninägematutel putukatel igasuguseid näitajaid (igatsorti pikkuseid ja 

mustrielementide arvu ja paljut muudki).

• Järgmiseks soovis loodusuurija määratleda, mitmesse alamliiki leitud 

putukad võiksid kuuluda.

• Et saada esimest ligikaudset lähendit, kust oma uurimistööga pihta hakata, 

soovis ta leida sarnaste putukate

rühmad – kes oleksid siis

alamliikide kanditaatideks.

• Selleks söötis ta oma andmed

klasteranalüüsi teostavasse

programmi, mis joonistas

järgmise pildi:

Hierarhiline klasterdamine

Märt Mölsi loengukonspektist

Hierarhiline klasterdamine

... on hästi kasutatav siis, kui meil on suhteliselt vähe objekte või 

kui on oodata, et klastrid suhteliselt selgelt üksteisest eristuvad.

Hierarhiline klasteranalüüs põhineb väga lihtsal algoritmil:

samm-sammult hakatakse omavahel kokku panema kõige 

sarnasemaid objekte. Näiteks, kui leidub kaks täpselt ühesuguste 

tulemustega objekti, siis liidetakse nad esimesel sammul üheks 

klastriks, peale seda võrreldakse kõiki üksikobjekte ja juba 

tekkinud klastreid ja liidetakse jälle kõige sarnasemad omavahel 

jne.

Vaatluste omavahelise kauguse määramine:

Eukleidese kaugus: 𝑑 𝑥1, 𝑦1 , 𝑥2, 𝑦2 = (𝑥1 − 𝑥2)
2+(𝑦1 − 𝑦2)

2

Manhattani kaugus: 𝑑 𝑥1, 𝑦1 , 𝑥2, 𝑦2 = 𝑥1 − 𝑥2 + 𝑦1 − 𝑦2

…
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Hierarhiline klasterdamine

Klastritevahelise kauguse määramine:

“single” “complete” “average”

Näide: kergejõustiku MM 2013, meeste 10-võistlus



Mitmemõõtmelise statistka koolitus EMÜ, jaanuar 2016

Tanel Kaart 6

Erinevad klastrite vahelise kauguse määramise meetodid 

võivad anda erinevad tulemused!

Näide: kergejõustiku MM 2013, meeste 10-võistlus

Grupeerimiseks/klasterdamiseks võib kasutada ka teisi meetodeid.

Näide: kergejõustiku MM 2013, meeste 10-võistlus
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Klasterdada võib ka andmebaasi ridu.

Näide: kergejõustiku MM 2013, meeste 10-võistlus

Klasteranalüüs tunnuste järjestamismeetodina

Eesmärgiks tuua visuaalselt selgemalt välja andmetes 

peituvad sarnasusmustrid.
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Heatmap

... sobib grupeerimise meetodiks siis, kui objekte on nii palju, et 

hierarhilise klasteranalüüsi tulemus muutub ebaülevaatlikuks, kuid 

ka siis kui me oskame meile sobivat klastrite arvu ligilähedaselt 

ennustada ning ühtlasi soovime saada ka tekkivate klastrite 

kirjelduse nende tunnuste osas, mis on grupeerimise aluseks.

Algoritm:

• kõigepealt tuleb määrata klastrite arv, siis

• jagada objektid esialgsetesse klastritesse,

• arvutada välja klastrite keskpunktid ning

• hakata võrdlema igat objekti kõigi klastrite keskpunktidega; kui osutub, 

et objekti kaugus mõne muu klastri keskpunktist on väiksem kui selle 

klastri keskpunktist,milles ta parasjagu asub, siis tuleb objekt teise 

klastrisse ümber tõsta;

• peale objekti ümbertõstmist tuleb pöörduda uuesti sammu 3 juurde ja 

jätkata protsessi niikaua kui kõik objektid on klastris, mille keskpunktile 

nad kõige lähemal asuvad.

k-keskmiste klasterdamine
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• 29539 puud,

• eesmärk jagada puud klastritesse diameetri (D) ja vanuse (A) 

alusel.

Näide: puude klasterdamine

Näide: puude klasterdamine

Miks tundub, et klastrid on 

moodustatud eelkõige puu vanuse 

järgi?

Vastus – puude vanust märkivad arvud 

(eelkõige nende varieeruvus) on 

suuremad, kui diameetrit märkivad 

arvud.

Soovides, et klasterdamisalgoritm 

peaks puu diameetrit sama oluliseks 

kui vanust, tuleb klasterdamiseks 

kasutatavad tunnused eelnevalt 

standardiseerida. 
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Näide: puude klasterdamine

Klasterdamise tulemused peale vanuse ja diameetri standardiseerimist

Kuidas on puud klasterdunud sõltuvalt 

arenguklassist (A – lage, N – noorendikud, 

L – latimets, K – keskealised, V – valmiv, 

Y – küps, S – selguseta)?

Näide: Sirje Värv, veiste klasterdamine geneetiliste 

markerite alusel

1 – EN, 

2 – WFC,

3 – ER,

4 – EHF,

5 – SwRP,

6 – DkJer


